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RESUMEN

En el presente trabajo se explica una metodologia que conjuga una serie de herramientas estadisticas avanzadas para
realizar analisis de incertidumbres, sensibilidad e importancias sobre grandes modelos computacionales. El conjunto de
herramientas estadisticas aplicadas son independientes del modelo y este es en si tratado como una caja negra. Este
enfoque permite aplicar estas técnicas a un amplio conjunto de modelos de diversa indole. Asi por ejemplo se pueden
mencionar: modelos en base a elementos finitos, elementos de contorno, modelos de estructura logica (tales como
expresiones booleanas), etc.

ABSTRACT

In the present work a methodology to perform uncertainty, sensitivity and importance analysis of large numerical
models is presented. This methodology combines several advanced statistical tools. The proposed tools applied are
independent of the model under analysis and the model itself is treated as a black box. This flexibility allows for the
analysis of a variety of numerical models. As an example it can be mentioned the application to finite element models,
boundary element models, logical models (boolean equations), etc.

INTRODUCCION

Los estudios de incertidumbre, sensibilidad e importancias sobre las variables de los modelos computacionales y
su/s respuesta/s se han vuelto una practica relevante en los ultimos afios. Estos estudios permiten realizar un
analisis del comportamiento del modelo frente a la variacion de las variables de entrada. Esto permite caracterizar
la incertidumbre de la respuesta, hacer un estudio de la sensibilidad del modelo a la variacion de las variables de
entrada y realizar una clasificacion de la importancia de éstas en base a la sensibilidad. Este mejor conocimiento de
la influencia de cada variable en el comportamiento del modelo permite realizar estudios mas detallados sobre un
subconjunto de éstas (las de mayor importancia).

Diversas tareas componen un analisis estadistico de un modelo computacional: seleccion de las variables bajo
estudio, asignacion de las distribuciones caracteristicas de cada variable, generacion de las muestras para el
modelo, ejecucion del programa (una vez por cada muestra), analisis de las relaciones de entrada/salida,
clasificacion de variables y determinacion de la incertidumbre de los resultados del modelo. Otras tareas pueden
adicionarse; pero centraremos nuestra atencion en las enumeradas.

El ntcleo de todo el problema se basa en el tiempo que demanda la corrida del modelo computacional y sobre este
punto se han hecho los mayores esfuerzos. Desde dos puntos de vista. El primero tratando de minimizar la cantidad
de ejecuciones del modelo necesarias para obtener en forma adecuada la funcion de distribucion de los resultados
(centrando la atencion en los métodos de muestreo), una propuesta alternativa a la presentada en este trabajo se
pude ver en O’Hagan, Kennedy and Oakley'. Y por otro lado reemplazando el modelo original por uno con el
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mismo comportamiento estadistico; pero cuyo tiempo de ejecucidén no sea relevante (técnicas de la superficie de
. . . . . 2
respuesta y campos aleatorios), ver Currin, Mitchell, Morris and Ylvisaker”.

En el presente trabajo se adopta el primer punto de vista.

TAREAS DEL ESTUDIO

1. SELECCION DE LAS VARIABLES A ESTUDIAR

La seleccion de las variables a estudiar no es una tarea trivial y depende fuertemente de la motivacion del analisis y
del tipo de modelo. Por esta razon y s6lo a modo de ejemplo enunciaremos el caso de modelos en algebra de boole
donde se pueden determinar las variables mas representativas a través de medidas tales como la de Fussell-Vesely
(caso de arboles de falla).

2. ASIGNACION DE DISTRIBUCIONES

La asignacion de una distribucion a una variable puede normalmente provenir de las siguientes fuentes: datos de
campo, base de datos y opinion de expertos.

Datos de campo: si se dispone de éstos, previamente seleccionados y clasificados, se puede proceder a ajustarlo a
una distribucion y probar el ajuste mediante un test de la chi-cuadrado. Esta es la mejor de las opciones, cuando la
cantidad de datos de campo es significativo, caso contrario es contraproducente su uso.

Base de datos: Al no disponer de datos de planta o siendo €stos escasos o de baja significacion, se debe recurrir al
uso de bases de datos, con la informacidén que se requiere, similar o genérica. En este punto es importante aclarar
que, por ejemplo, para el caso del licenciamiento de instalaciones nucleares, estas bases de datos deben encontrarse
reconocidas y por ello datos suministrados por los fabricantes no son normalmente aplicables.

Al usar bases de datos, para el caso de componentes industriales, se parte de la suposicion, entre otras, que las
condiciones de fabricacion, operacion y mantenimiento son similares con lo que se afiade un cierto grado de
incertidumbre al analisis. Dependera del analista utilizar en todo el estudio la misma calidad de datos, de tal manera
de no enmascarar los resultados con datos de componentes que no se ajusten a la realidad. La penalizacion de estos
datos queda a criterio del analista.

Opinién de Experto: Este ultima posibilidad es la menos recomendable y si debe ser llevada a cabo en general un
factor de error de 10 debe tenerse en cuenta. Una comparacién de técnicas puede consultarse en Cojazzi et al.’. Una
guia para el uso de Juicio de Expertos en analisis de incertidumbre se puede ver en Goossens and Cooke*

3. GENERACION DE MUESTRAS

Tradicional es la técnica de Muestreo Aleatorio, una version mejorada es el Muestreo Estratificado y mas
recientemente, el Muestreo por Hipercubo Latino (LHS, Latin Hypercube Sampling), McKay, Beckman and
Conover’ y el Muestreo por Hipercubo Latino Escalable (LHS-S), Baron y Nufiez McLeod®. La primera de estas
permite la generacidon de muestras para una variable mediante un método de muestreo aleatorio simple. En el
segundo método todas las areas del espacio muestral de las variables se encuentran representadas. El tercer método
basado en un esquema de muestreo restringido, proporciona mejores resultados que los anteriores. Finalmente el
ultimo método brinda la posibilidad de ir ajustando el tamafio de la muestra si han resultado insuficientes los
resultados obtenidos para la correcta caracterizacion de las variables (principalmente para el anélisis de
importancias).

A continuacion veremos en mas detalle estos métodos.

3.1. MUESTREO ALEATORIO
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El muestreo de Montecarlo consiste en generar una muestra de una variable aleatoria, eligiendo nimeros al azar
sobre la distribucion de probabilidad acumulada de dicha variable, para luego obtener los valores correspondientes
de dicha variable, que constituyen la muestra en si. Esa técnica requiere un elevado nimero de muestras para
conseguir una adecuada representatividad de la funcion de distribucion de la variable (tipicamente miles o decenas
de miles).

Una vez generada la muestra, el modelo numérico es ejecutado una vez para cada valor muestral, y la variable
resultado es luego caracterizada en sus propiedades estadisticas basandose en el principio de que la transformacion
de una variable aleatoria es una variable aleatoria.

Este proceso debe repetirse para cada variable de entrada de interés, haciendo que el estudio multivariable sea
extremadamente costoso para el estudio de modelos complejos.

3.2. MUESTREO ESTRATIFICADO

Para reducir el tamafio de muestra necesario se desarrollaron métodos de muestreo de Montecarlo Estratificado, que
permiten obtener una buena representatividad generando muestras por sectores (o estratos) de cada variable.

3.3. MUESTREO POR HIPERCUBO LATINO

El método LHS consiste en la seleccion de los parametros y variables a muestrear, la asignacion de distribuciones
de probabilidad a cada una (que pueden estar basados en estudios tedricos o mediciones experimentales), la
division de cada distribucion en un niimero fijado apriori de intervalos equiprobables, la generacion de una muestra
aleatoria dentro de cada intervalo y para cada variable, y el apareamiento aleatorio de muestras entre variables, de
modo de obtener vectores de valores de entrada, uno por cada intervalo.

Con cada vector de valores de entrada, el modelo numérico es ejecutado una vez. Es decir, el método requiere
correr el modelo tantas veces como intervalos se hayan supuesto en la division de las distribuciones de
probabilidad, independientemente del nimero de variables muestreadas. Normalmente esta técnica permite reducir
en uno o mas Ordenes de magnitud la cantidad de corridas necesarias para obtener una determinada
representatividad, en comparacion con un Montecarlo clasico.

Sin embargo, un problema que aparece, indicado por McKay, Beckman and Conover’, es que la representatividad
de los resultados solamente se puede evaluar luego de efectuar las corridas del modelo numérico, y en caso de que
no sea satisfactoria, se deberian repetir todos los pasos, con un numero mayor de muestras (intervalos), no
pudiendo utilizar los resultados anteriores. Esta limitacién es muy seria cuando se trata de correr un modelo
complejo (que implica, por ejemplo, horas de CPU) y es por ello que la obtencion de un método que permita
escalar muestras resulta de utilidad.

3.4. MUESTREO POR HIPERCUBO LATINO ESCALABLE

El procedimiento desarrollado consiste en el uso de las funciones de distribucion de probabilidad de las variables a
muestrear. Sobre estas funciones de distribucion se estratifica el eje de las ordenadas (para obtener estratos
equiprobables), en sectores adyacentes disjuntos, y se realiza un muestreo aleatorio generando un valor por cada
intervalo, obteniendo a continuacion los valores en abscisa de cada variable. A continuaciéon se aparean las
muestras de cada variable de manera aleatoria, obteniendo y verificando un bajo nivel de correlacion entre las
mismas. Para este ciclo se han utilizado dos generaciones independientes de numeros aleatorios, uno para el
muestreo y otro para el apareo. Hasta aqui la técnica es la de LHS.

A continuacion se ejecuta el modelo numérico, una vez con cada vector de muestras (igual al nimero de intervalos)
y se realiza la caracterizacion estadistica de los resultados deseados. En caso que dicha caracterizacidon no sea
satisfactoria, es decir, que sus propiedades estadisticas (media, varianza, percentiles, etc.) no estén adecuadamente
representados, se inicia un nuevo ciclo aumentando el tamafio de la muestra. Este es el inicio del proceso de
escalado.
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En el nuevo ciclo se retoman los sectores muestreados previamente, y se subdividen en sectores adyacentes
disjuntos equiprobables (por ejemplo, dividiendo por dos o por tres), se reconoce en cuales de los nuevos sectores
no existen muestras, y se generan nuevos valores, de manera aleatoria, en dichos sectores. Ver figura 1.
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Figura 1. Esquema de muestreo y escalado

A continuacion se aparean aleatoriamente los nuevos valores obtenidos, evitando las combinaciones con valores ya
pertenecientes al tamafio de muestra anterior, y se obtiene un nuevo niimero de vectores de variables de entrada,
con los que se corre el modelo numérico (Fig. 2).

Los vectores de muestra generados inicialmente y los generados en el nuevo ciclo forman el conjunto de vectores
de entrada, y los resultados obtenidos inicialmente junto con los obtenidos en el nuevo ciclo forman el conjunto de
resultados. Dicho conjunto de resultados es nuevamente analizado desde el punto de vista estadistico, y de ser
necesario, se repite un nuevo ciclo aumentando el niimero de intervalos, hasta obtener la representatividad deseada
en las caracteristicas estadisticas de los resultados.

Apareadas
Sin apareo Aleatoriamente
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Figura 2. Apareo de las muestras

De este modo se evita tener que rehacer un nimero elevado de corridas del modelo, usando dentro del conjunto de
resultados, aquellos obtenidos previamente.

3.5. COMPARACION

Unicamente con fines ilustrativos supondremos la aplicacion de los muestreos aleatorio, LHS y LHS-S a un modelo
cuyo tiempo de ejecucion es de 10 horas. Se analizarian 6 variables y se procedera a generar primero 20 muestras,
luego 40 y finalmente 80 (Tabla 1). Esto bajo la suposicidon que con los dos primeros conjuntos de muestras, no se



5 NUNEZ MC LEOD J. y BARON J.

logré una adecuada representacion de las caracteristicas estadisticas de los resultados o de la relacion entrada/salida
para el analisis de sensibilidad e importancias.

Muestras Muestreo Aleatorio LHS LHS-S
20 20 20 20

40 40 40 20

80 80 80 40

Tabla 1. Cantidad de muestras generadas

Muestras Muestreo Aleatorio LHS LHS-S
20 1200 200 200
40 2400 400 200

80 4800 800 400
Total [horas] 8400 1400 800
Total [dias] 350 58,3 33,3

Tabla 2. Cantidad de tiempo en horas demandado por cada método y conjunto de muestras

En la tabla 2 se expresa en horas el tiempo de ejecucion del modelo para cada conjunto de muestras. En esta tabla
también se ha totalizado el tiempo total que se ha requerido para alcanzar resultados adecuados. El muestreo
aleatorio requiere casi un afio de trabajo continuo, el LHS requiere aproximadamente 2 meses y el LHS-S alrededor
de 1 mes.

Esta vision simplificada demuestra la importancia del método de generacidén en todo el trabajo con grandes
modelos computacionales.

4. ANALISIS DE LAS RELACIONES DE ENTRADA/SALIDA

Una vez que se han completado las corridas del codigo, es necesario cuantificar la sensibilidad de la/s salida/s a
cada una de las entradas. Para esto se pueden usar los Coeficientes de Regresion Estandarizados y los Coeficientes
de Correlaciéon Parcial, ver Iman, Shortencarier and Johnson’. Por simplicidad se haran las explicaciones sobre
modelos lineales.

4.1. COEFICIENTES DE REGRESION ESTANDARIZADOS
El andlisis de sensibilidad en conjuncién con los tipos de muestreo vistos esta estrechamente relacionado con la
construccion de modelos de regresion cuales aproximan el comportamiento calculado por el modelo. Donde los

coeficientes de regresion, b;, y la ordenada al origen, by, se calculan por los métodos tradicionales de minimos
cuadrados, obteniéndose:

P=by+3.b,X, M

Estos coeficientes de regresion son las derivadas parciales del modelo de regresion con respecto a las variables de
entrada. Sin embargo estos coeficientes son facilmente influenciados por las unidades en las cuales se miden las
variables. Por esto no proveen una medida confiable de la importancia relativa de cada variable.

El problema anterior puede ser eliminado estandarizando todas las variables usadas en el modelo de regresion.
X' =(X-X)/s, (2)

Donde X esla media muestral y s, la desviacién estdndar.
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Y = ij)(j (3)
J

Los coeficientes de este nuevo modelo se denominan Coeficientes de Regresion Estandarizados, bj*. Estos pueden
ser usados para medir directamente la importancia relativa de cada variable de entrada. Naturalmente la
confiabilidad de estos resultados estd condicionada a que la relacion entre las variables de entrada y salida sea
adecuadamente descrita por el modelo de regresion.

4.2. COEFICIENTES DE CORRELACION PARCIAL

Un coeficiente de correlacion de la muestra provee una medida de la relacion lineal entre la variable dependiente, Y
y las variables independientes X;. Si este coeficiente de correlacion lo indicamos por ry;, entonces el max[ry;] puede
ser usado para identificar la variable que tiene la relacion mas fuertemente lineal con la variable dependiente.

Y Xij) Y, (4)
ZXuYt _ i i
) 4 n
’ S x,)? Qv
inz_ i ZYiz_ i

n n

En otras palabras el coeficiente de correlacion parcial da una medida de la capacidad de cada variable de ajustar el
comportamiento de la variable dependiente, teniendo en cuenta la relacion entre las variables de entrada.

Puede demostrarse que si las variables de entrada son independientes o casi independientes los coeficientes de
correlacidn parcial seran aproximadamente iguales a los coeficientes de correlacion de Pearson.

5. CLASIFICACION DE VARIABLES

La clasificacion de variables para el andlisis de importancias puede surgir de los valores de los coeficientes de
regresion estandarizados y de los coeficientes de correlacion parcial. Esta clasificacion puede en muchos casos
ayudar a decidir si el tamafio de muestra utilizado es el adecuado o se requiere incrementarlo.

6. DETERMINACION DE LA INCERTIDUMBRE DE LOS RESULTADOS

Con los resultados obtenidos una serie de valores estadisticos deben ser calculados. Un conjunto de estos util es:
media muestral, varianza muestral, minimo, primer cuartil, mediana, tercer cuartil, maximo, coeficiente de
asimetria y coeficiente de apuntamiento.

CONCLUSIONES

Se han mostrado diversas herramientas estadisticas para el analisis de grandes modelos computacionales, siguiendo
las etapas normales de un estudio de incertidumbres, sensibilidad e importancias. Se ha hecho un fuerte énfasis en
la etapa de generacidon de muestras, ya que de ella depende en gran medida una reduccion de los tiempos de trabajo
con grandes modelos.
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