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RESUMEN

Se presenta de forma general una familia de algoritmos de btisqueda estocéstica
en forma parametrizada para resolver problemas de optimizacién combinatoria. Esta
familia incluye los ya conocidos algoritmos de optimizacién: Algoritmos Genéticos, Es-
trategias Evolutivas ¥ Recocido Simulado. Ademas se incluye una nueva técnica que
combina el Recocido Simulado en Paralelo con Seleccién. Se muestra el buen com-
portamiento del Algoritmo propuesto y se aplica en la optimizacién de una armadura
para una nave industrial en acero sujeta a cargas laterales, utilizando como informacién
un catdlogo de secciones transversales. Los autores del trabajo estdn aplicando ésta
técnica para realizar optimizacién de un gran ntdmero de problemas de Ingenieria Civil
y de Mecanica.

ABSTRACT

A general parametric family of stochastic search algorithms for solving combinatorial
optimization problems it is presented . This family includes well known algorithms such
as Genetic Algorithms, Evolutionary Strategies and Simulated Annealing. Moreover it
is include a new scheme that combines parallel Simulated Annealing with selection.
This work is presented to show the apod behavour of the proposed algorithm and it is
applied on optimization of steel structure under lateral loads, using information base
on steelers catalog for transversal section. Authors are appplying this technique to
optimize different problems on Civil and Mechanical Engineering.
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1. Introduccién

Se han utilizado varios tipos de técnicas de bisqueda estocastica aplicados a re-
solver una gran variedad de problemas complejos de optimizacién combinatoria. El mds
antiguo de ellos es probablemente Recocido Simulado (Simulated Annealing) (RS) [9]
que genera una secuencia de soluciones por combinacién de operaciones de mutacién
con un criterio de aceptacién que se hace mds estricto al incrementar el tiempo. Otras
técnicas como las Estrategias Evolutivas (EE) [13],[5] y los Algoritmos Genéticos (AG)
[8] también involucran una operacién de mutacién pero ésta es aplicada a todos los
elementos de la poblacién, los cuales compiten unos con otros (en la seleccién) e inter-
cambian informacién (como el caso de cruces por medio de cross—over en los AG).

Dichas técnicas han sufrido gran variedad de combinaciones y modificaciones [1], [3],
[10]. Una de las méds importantes es probablemente la de Recocido Simulado Paralelo
Recombinado (RSPR) [12] que utiliza una poblacién inicial generada en forma aleatoria,
cross—over (cruce de familias) y mutaciones en cada paso de tiempo. En este articulo
se generaliza esta idea y se muestra la inclusién de la seleccién en cada paso, lo que
permite realizar una mejora en una gran variedad de situaciones. Como se verd mis
adelante, RS, EE, AG y RSPR son en realidad situaciones particulares de una familia de
algoritmos con 4 pardnetros, y por consiguiente es posible encontrar valores especificos
para los pardmetros que mejoran la solucién, con respecto a cada una de las técnicas
conocidas.

En la seccidn 2 se indican los operadores bésicos y también se presenta la forma
paramétrica general de la familia de algoritmos de biisqueda estocéstica en paralelo.
Para mostrar las bondades de esta nueva técnica, en la seccién 3 se presenta un ejemplo
de aplicacién para bajar el peso de una estructura articulada de una nave industrial
sujeta a cargas laterales. Finalmente se pueden encontrar las conclusiones en la seccién
4.

2. Una Familia de Algoritmos de Biisqueda Estocastica

El problema general que nosotros tratamos de resolver es el siguiente: teniendo un
espacio de estado @ = Q| X ... x @y donde @;,7 = 1,...,7n son conjuntos de tamaiio
finito, una funcién U : Q@ » R que puede ser llamada funcién de costo. Deseamos
encontar un vector ¥ = (z*!, ... z*") € Q que minimice U globalmente.

Los componentes basicos del algoritmo son una poblacién X, formada por una serie
ordenada de vectores (z1,...,zy), z; € § sobre los que se aplican continuamente cuatro
operadores, llamados: seleccién, cruzamiento (cross-over), mutacién y aceptacién. Cada
uno de ellos esta caracterizado por un parametro que representa una eleccién particular
entre la exploracién y la explotacién del espacio de bitsqueda. A continuacién se realiza
una breve descripcion de estos operadores.

2.1. Operadores

2.1.1. Seleccién

Para una funcién que mide la bondad de una solucién de forma parametrizada
fy 1 @ = R, la seleccién consiste en encontar los N elementos de una poblacién de-
terminada, con una probabilidad proporcional al valor de dicha funcién. Con objeto
de reducir la variancia, sopesando la similaridad y diversidad, algunos procedimientos
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especiales han sido propuestos como por ejemplo la Técnica de Residuos Estocdsticosy
la Seleccidn Universal Estocdstica [11], eventualmente combinadas con algunas adapta-
ciones especificas para cada uno de los algoritmos de biisqueda estocéstica. por ejemplo
Seleccidn Justa [7]. introduccidn de especies en la poblacién o la adaptacion de la funcién

de costo.

Operador 5,(X)

Calcula para cada elemento rjp de X, la adaptacién
relativa f; y truncando, el nimero de ocurrencias
esperado serd ny:

fk — fr(2k)
Zj:l f‘Y(‘tj)
Nk = Int(N fr)

Donde la funcién Int() calcula la parte entera
del argumento

Hace t = lecv:lnk y construye el bloque (yp,---,¥s)
haciendo n; copias de cada elemento urj;

3 Elige Yi+l,-*,Yn al azar de X con probabilidad de
seleccionar el elemento r; igual a
N fi—n
2i=1(N fj—n;)
Hacer S‘Y(X) = (ylv"'wyN)

Algoritmo 1

Debido a su simplicidad y eficiencia, se seleccioné la Técnica de Residuos Es-
tocdsticos, cuyo objetivo principal es colocar de forma deterministica en la nueva po-
blacién un niimero esperado de copias de cada elemento seleccionado (truncando a un
nimero natural) v colocando las posiciones remanentes en la forma clésica (estocastica).

El resultado es una familia de operadores de seleccién de un—pardmetro Sy : oV —
Q% la cual esté definida en el Algoritmo 1.

La familia de funciones de adaptaciéon que mide la bondad f, esta parametrizada pr 7,
la cual puede variar entre v = 0, y ¥ = 1. Por ejemplo, si para todo = € Q, la funcidén
de costo U(x) es siempre positiva, tendremos:

Fle)=1-1(1+U(z)) (1)

con v € [0,1].
Es posible también utilizar la forma exponencial de la forma [4]:

fyle) = exp[—7U(x)] (2)
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donde para valores grandes de -y se obtiene un operador S, el cual encuentra el mejor
elemento de una poblacién y lo reproduce N veces.

2.1.2. Mutacién

Podemos definir una familia de operadores de mutacién con un parametro My :
oV ¥ por medio del Algoritmo 2:

Operador M, (X)

Para cada elemento r de la poblacién hacer:
Construir un elemento y como sigue:
Para cada componente z' de x hacer:
y' = ' con prob. p(p,z,X)
=z! con prob. 1—p(u,z,X)
donde ri es el elemento seleccio-
nado de forma aleatoria de (); con una
probabilidad uniforme

Hacer JVI;;(X) = (ylr",yN)

Algoritmo 2

La probabilidad de mutacién p(u, z, X) puede ser uniforme (i.e, p(p,z,X) = g) o
adaptativa segiin el valor de adaptacién de z. Podemos escribir la probabilidad adap-
tativa como [14]:

fra= )
fmax — f _f( )> 1 (3)
—p s f) <7

plp, 2, X)=p

donde fmax ¥ f son el valor méximo y promedio de la funcién de adaptacién de la
poblacién respectivamente. Es escencial para el mejor funcionamiento de este operador
que el mejor individuo de la poblacién sea trasmitido por el operador sin mutarlo. Para
realizarlo, se define p(u,z,X) = 0 si z es el mejor elemento en X e igual a g para los
otros casos.

2.1.3. Cruzamiento

Este operador realiza el intercambio de informacién mediante la divisién de dos
elementos de la poblacién en dos partes y concatendndolas de forma cruzada en cada
uno de ellos. Con el fin de imponer diversidad se utiliza cada elemento una sola vez
en el operador de cruzamiento y se debe garantizar que no se pierda el mejor de todos
ellos.
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Operador C¢(X)

Si bien algunos elementos de X no se han utilizado
en cross--over:
Selecciona 2 elementos no utilizados zj,zy de X ;
con probabilidad p({, X, zj.xk),
Hacer cruzamiento:
Determinar una posicién r entre 1 y n
para una distribucién uniforme;

Construir y; = (xl»,--~,x;,xl';+l,-~-,x2)
i
Yk = (Ik7"'~;tz’$;+7"'7z?)
Si no Colocar y; = z;,yf = Ij
Hacer CelX) = (Wiv-oyn)

Algoritmo 3

El resultado es una familia de operadores de cruzamiento de un pardmetro Cg :

O — QF definida en el Algoritmo 3, donde la probabilidad de cruzamiento p(&, X, z,y)
puede ser uniforme o variar en el tiempo dependiendo del valor de adaptacién del ele-
mento implicado.

Sin embargo, se impondrd p(¢,X,z,y) = 0 si ¢ o y es el mejor elemento de la
poblacién y hard igual a £, en los otros casos.

2.1.4. Aceptacién

Finalmente, para realizar la seleccién entre una poblacién X y un candidato de la
poblacién mutada Y se aplica el critero de aceptacién de Metrépolis a cada elemento
de X y Y. Esto define una familia de operadores de aceptacién Ag : QY x QN — QF,
la cual es descrita en el Algoritmo 4:

2.2. Algoritmo General de Biisqueda Estocastica

2.2.1. Definicién

El Algoritmo General de Bisqueda Estocastica (AGBE) se define por el sistema
dindmico:

XU = a4y (Y0, M (cey D) @

Con

vt = 57()((‘)) (5)
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Operador A43(X,Y)
Para todos los elementos ry; € X,y € Y hacer:
Hacer AU =U(y) — Ulxg)
Si AU < 0 , hacer up = Yk
SI AU > 0, hacer u; = y con prob. exp[—BAU]
zp con probd. (1 — exp[-BAUY))
Hacer Ap(X,Y) = (up,---,up)
Algoritmo 4

donde en general, los pardmetros 3, p,€ y v pueden ser variables en el tiempo, y la
poblacién inicial X (0) e5 determinada de forma aleatoria.

Se pueden determinar de forma simple los valores especificos de los parametros para
los siguientes casos:

1. Para Recocido Simulado (RS) Clasico con N puntos de inicio: £ =y =0; 8
incrementandose;

2. Estrategia Evolutiva: 8 =€ = 0;
3. Algoritmo Genético: § = 0;
4. Recocido Simulado Paralelo Recombinado : v = 0 ; A incrementindose

Se pueden encontrar valores apropiados diferentes de cero para todos los pardmetros
con el fin de incrementar la eficacia de cada uno de estos algoritmos.

2.2.2. Propiedades de Convergencia

Es facil ver que si el operador de mutacién puede alcanzar algin estado partiendo
de cualquier otro, con probabilidad positiva, el algoritmo encontrard un éptimo global
con probabilidad uno.

Si este no es el caso, se deben imponer restricciones sobre la velocidad de crecimiento
de 3 hacia el infinito. En el RS clésico, la prueba de convergencia estd dividida en
dos partes [9]: en la primera se muestra que para una f fija la serie converge a una
distribucién de Gibbs y en seguida, por medio de las conocidas propiedades de las series
de Markov inhomogéneas, se muestra que es posible calcular su limite cuando 3 tiende
a infinito. En nuestro caso, esta estrategia de prueba falla debido a que la distribucion
de equilibrio de la cadena de Markov que produce el algoritmo general no es Gibbsiana.
Sin embargo, puede demostrarse que el algoritmo encontrard el éptimo global (con
probabilidad uno) si y salo si el pardmetro § crece con respecto al niumero de iteracion
n a una velocidad menor que C log n donde C es una constante. Los detalles de esta
demostracién y una caracterizacién asintética de la distribucién de estados de equilibrio
para el AGBE se encuentra en [15].
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3. Aplicacién a la Optimizacién de una Estructura Plana de Barras Articu-
ladas

Estudiaremos el comportamiento del AGBE para un problema “real”: la optimiza-
cién de estructuras planas articuladas [6] que puede ser utilizada para soportar el techo
de naves industriales.

La optimizacion de la estructura consiste en encontar la seccién transversal de cada
elemento (de un conjunto discreto, por ejemplo, de un catélogo), de tal forma que todos
los esfuerzos que se encuentren sobre ella sean menores que un valor permisible, y el
peso total de la estructura sea lo menor posible.

Llamando z(e) la entrada de catélogo seleccionada para cada elemento e de la es-
tructura, la funcién de costo a ser minimizada sera:

Ule) = Z [pr(F)Az(e)Lp + )\((509)} (10)

4

donde pz, Ay y L. son el peso especifico, la seccién transversal de catalogo z(e) y la
longitud del elemento ¢; 6o, es la cantidad de esfuerzo que excede el valor méximo
permisible y A es un factor de penalizacién para el esfuerzo en exceso (en nuestro caso

consideramos A = 1000).

AN
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Figura 1. Estructura de barras articuladas de una nave industrial utilizada para en-
contar su peso minimo cumpliendo condiciones de servicio.

En la figura 1 se muestra la estructura articulada estudiada, la cual se encuentra
sujeta a 11 cargas horizontales de 4,994 Kg cada una de ellas, y con condiciones de apoyo
en su base. El material utilizado para todas las barras es acero con un médulo eldstico de
2.1 x 108K Jem? y el maximo esfuerzo permisible es de 3,500K g/ em?. Las secciones




10

ENIEF 9° Congreso Sobre Métodos Numéricos y sus Aplicaciones

500 1000 1500
iteraciones

(@

iteraciones

(o)

Figura 2. Resultados de la optimizacion en peso de la estructura de nave industrial de

la Figura . (a) Comportamiento de la convergencia (sobre 20 corridas de
Monte Carlo) de: Estrategia Evolutiva (linea discontinua delgada); Algorit-
mos (ienéticos (linea discontinua gruesa); AGBE para £ = 0 (sin cross—over;
linea discontinua); RSPR (linea punteada) y AGBE con cross—over (linea
sdlida). (b) Comportamiento del RS convencional para el problema de la
nave industrial para 3 = 1.001 (curva punteada gruesa); J = 1.0002 (curva
punteada) y § = 1.0001 (curva sélida). La linea horizontal indica el peso
obtenido para AGBE después de 1500 iteraciones (notar que las escalas en
(a} y (b) son diferentes).
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transversales posibles van de 0.1 hasta 50.1 ¢m? con incrementos de 0.5 em?, de tal
forma que el espacio de estados para cada elemento es de tamafio 100. Considerando
de antemano que la estructura debe de ser simétrica, se determinan solamente 25 tipos
de materiales en las 49 barras que forman la estructura.

Consideramos una poblacién de tamafio N = 20 y optimizamos la estructura para
diferentes pardmetros del AGBE. Los resultados se muestran en la figura 2. Podemos
ver en (a}, los resultados obtenidos con los pardmetros 8 = 1.01, = 0.1,y = 1 {con
escalado lineal) y £ = 0.8 que ofrecen la mejor relacién entre velocidad de convergen-
cia y calidad de la solucién; en una maquina con 20 procesadores podriamos obtener
resultados 20 veces mas répidos que los que se obtinen utilizando un algoritmo de RS.
En (b) se muestran las diferentes trayectorias para RS con distintas temperaturas. No-
tar que en una maquina secuencial el comportamiento éptimo (en términos de la carga
computacional total y la calidad de la solucién), se obtiene precisamente utilizando RS.

4. Conclusiones

Se presenta una familia de bisqueda estocdstica en paralelo de 4-pardmetros que
incluye como casos particulares varias técnicas populares. como son los Algoritmos
Genéticos, Estrategias Evolutivas y Recocido Simulado (con miltiples puntos de ini-
cio), y algunas técnicas hibridas como el Recocido Simulado Paralelo Recombinado.
También se incluye un nuevo algoritmo que combina el Recocido Simulado en Paralelo
con Seleccidn; el andlisis de esta téenica indica que la distribucién invariante de cadena
de Markov asociada es no Gibbsiana y tiene las siguientes propiedades:

1. Si se utiliza la misma secuencia de temperaturas que en el caso de Recocido
Simulado, se encuentra el éptimo global de la correspondiente funcién de costo
con probabilidad uno.

2. Asintéticamente, la probabilidad de encontar el minimo global en la poblacion
es mayor que la correspondiente a la técnica de recocido simulado a la misma
temperatura.

Este tipo de algoritmos de familias paramétricas, abre la posibilidad de utilizar
técnicas de busqueda numérica para encontar los pardmetros éptimos para cada clase de
problemas en particular. Experimentalmente pudimos determinar que estos parametros
optimos se encuentran en general en el interior del espacio de parametros.

Se realizé un nimero limitado —pero consideramos, importante — de ejemplos, de los
cuales extraemos las siguientes conclusiones:

Los mejores resultados se obtuvieron para técnicas de Recocido Simulado en Par-
alelo con Interaccién, ya sea por medio de seleccién o con cruzamiento, ambos con
aproximadamente el mismo tipo de respuesta. Para el caso en que los elementos de una
cadena de cromosomas no tengan interacciones localizadas, el efecto del cruzamiento es
menor que el de seleccién [15], motivo por el cual la forma mas general de obtener una
buena solucién consiste en utilizar el AGBE combinando la seleccién con el cruzamiento.
obteniendo de esta forma en general. los resultados mejores ¥ mas robustos.

La rapidez de 1a convergencia del algoritmo mejora a medida que el tamafo de la
poblacién se incrementa; sin embargo la carga computacional total también se aumenta.
El mejor resultado puede ser obtenido utilizando maquinas paralelas donde el nimero
de procesadores sea igual al niimero de poblaciones, de tal forma que un procesador es
asignado a cada individuo. En particular para maquinas en serie los mejores resultados
se obtienen utilizando el algoritmo comin de Recocido Simulado, exceptuando los casos
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en que se prefiere obtener una solucién razonable (alrededor de un sub6ptimo) en el
menor tiempo posible; en este caso el AGBE con una poblacién de pequefio tamafio
(por ejemplo N = 4) se pueden obtener buenos resultados y una muy buena relacién
entre calidad y costo computacional, trabajando en maquinas de un solo procesador.

Finalmente, se puede considerar extender el algoritmo con mas operadores y para-
metros. Un candidato es incluir la diversidad de forma explicita. Aunque en algunos
casos puede ser posible obtener mejores resultados, si exceptuamos el caso en que se
desean obtener todos los éptimos [11], la ganancia obtenida por este operador adicional
es menor que el costo de encontar los valores éptimos del nuevo pardmetro.
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